Modele PNN in clasificarea si predictia semnalelor.

Tema de cercetare isi propune studiul unui model de retea neuronala hibrida si introducerea de centri gaussieni adaptiv si anizotropici in arhitectura, plecand de la urmatoarea structura de baza a retelei (fig.1):

1 O componenta cu auto-organizare

2 O componenta cu antrenare supervizata
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Arhitectura de baza nu este o noutate. Elementul de noutate consta in imbunatatirile aduse in stratul cu invatare nesupervizata, in tehnicile de invatare nesupervizata si in stratul cu invatare supervizata. 

Componenta cu auto-organizare reprezinta straturile de neuroni care realizeaza operatia de clustering pentru multimile de antrenare. 

Componenta cu antrenare supervizata se va baza pe modelul PNN (Probabilistic Neural Network), si va avea ca intrari multimea iesirilor componentei cu auto-organizare.

Ratiunea introducerii unei componente cu auto-organizare inaintea intrarii intr-o retea PNN este justificata tinand cont de urmatoarele considerente:


1. Nu intotdeauna clasele de antrenare sunt liniar separabile.


2. S-a demonstrat ca in general retelele bazate pe un strat cu auto-organizare si functii kernel in stratul urmator care formeaza o baza pentru spatiul functiilor continue in Rn sunt aproximatori universali (retelele RBF). Fata de modelul RBF, modelul propus inlocuieste stratul cu invatare supervizata de tip neuroni liniari cu o componenta de tip invatare supervizata de tip retea PNN/GRNN.


3. In unele aplicatii retelele PNN s-au dovedit superioare retelelor feedforward. Trebuie comparata arhitectura retea cu invatare nesupervizata + retele feedforward MLP cu modelul  propus (retea cu invatare nesupervizata + model PNN/GRNN imbunatatit).

Pentru componenta cu auto-organizare, se vor studia cateva modele de retele cu auto-organizare, tehnici de antrenament de tip self-growing networks, si se vor adduce  imbunatatiri in functiile distanta ale centrilor (vezi [4]).  Propun ca plecand de la modelul unei retele de tip Kohonen sau strat de neuroni radiali sa studiez introducerea unor functii distanta anizotropice, ale caror parametri sa fie determinati prin tehnici de programare genetica, gradient descent sau  optimizare de tip PSO (particle swarm optimization). Se vor face in acest sens studii comparative pentru tehnicile de invatare mentionate. Rezultatele obtinute in [9] arata ca functiile kernel adaptive si anizotropice sunt superioare functiilor kernel gaussiene izotropice. Atat pentru stratul cu invatare nesupervizata cat si pentru stratul cu invatare nesupervizata trebuie cercetata o metoda de calcul (cu auto-organizare, respectiv eventual si cu invatare supervizata) pentru centrii celor doua componente ale retelei neuronale propuse.
Componenta cu antrenare supervizata: modelul de baza si imbunatatiri

Modelul de plecare este reteaua PNN/GRNN. Retelele PNN se bazeaza pe regula de decizie Bayes si folosesc ferestre Parzen de tip Gaussian pentru estimarea functiilor densitate de probabilitate cerute de aceasta regula.
Modelul de baza al unei retele PNN/GRNN [6] este alcatuit din 4 straturi:
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· Stratul de intrare contine cate un neuron pentru fiecare componenta a vectorului de intrare. In stratul de intrare se realizeaza normalizarea.
· Stratul ascuns – Acest strat contine cate un neuron pentru fiecare caz din multimea de antrenare. Neuronul stocheaza valoarea dorita la iesire pentru cazul respectiv. Cand i se prezinta o intrare x, se calculeaza distanta pana la centru si se aplica o functie RBF la iesire. Iesirile stratului ascuns apoi sunt intrari in stratul de pattern-uri. 
· Stratul de pattern-uri / sumare.  Acest strat este diferit pentru retele PNN(clasificare) si pentru retelele GRNN (regresie). Pentru retelele PNN este cate un neuron pattern pentru fiecare clasa posibila. Clasa pe care o reprezinta un neuron din acest strat este un atribut al neuronului. Neuronul pattern face suma ponderata a iesirilor neuronilor din stratul ascuns.
Pentru retelele GRNN, exista decat doi neuroni in stratul de sumare. Un neuron il reprezinta sumatorul pentru numitor, iar celalalt il reprezinta sumatorul pentru numarator impartirii executate in nodul de decizie. Neuronul corespunzator numitorului executa suma ponderata a iesirilor neuronilor din stratul ascuns. Neuronul corespunzator numaratorului sumeaza ponderat valorile tinta continute in fiecare din neuronii din stratul ascuns. 

· Stratul de decizie. Stratul de decizie este diferit pentru retelele PNN si GRNN. 
Pentru PNN, stratul de decizie alege cea mai mare valoare di nstratul de pattern-uri pentru a determina clasa careia ii apartine vectorul de intrare. 

Pentru GRNN, stratul de decizie realizeaza impartirea intre neuronii corespunzatori numaratorului si numitorului din stratul de sumare pentru a realize regresia.
Rezultate existente si imbunatatiri propuse pentru componenta cu antrenare supervizata
In [2] se arata ca modelele PNN sunt superioare retelelor feed-forward antrenate cu algoritmul de propagare inapoi a erorii. Tot in [2] ramane deschisa problema utilizarii retelelor PNN cu functii kernel modificate (n.a - ratiunea lucrarii de fata)
Modelul PNN initial introdus de Donald Specht sufera de unele slabiciuni:

· Nu este invariant la transformari afine ale spatiului de intrare

· Este un model ineficient ca timp de executie si ca spatiu de memorie ocupat

In [3] se propune antrenarea constructiva a retelelor PNN. In [4]  se propune imbunatatirea retelelor PNN prin modificarea functiilor kernel. 

In [5] se propune introducerea unei functii kernel anizotropica, care prin calculul parametrilor folosind algoritmi genetici imbunatateste precizia de clasificare a retelelor neuronale PNN atunci cand vectorii de intrare sunt deformati cu o transformare afina.

Lucrarea isi propune pentru stratul cu antrenare supervizata constructia unui model imbunatatit fata de modelul PNN clasic, prin reuniunea rezultatelor obtinute in acest domeniu, si anume : 
· functii kernel anizotropice in stratul ascuns, modificate cu algoritmul DDA
· retele PNN construite iterative (self-growing networks)
Pentru problema clasificarii

Se va studia utilitatea constructiei de modele ierarhice (decision trees) pentru clasificare, bazate pe modelul de retea neurala propus, pentru imbunatatirea clasificarii. 
Pentru problema regresiei
Am constatat plecand de la un model liniar de tip predictor (model AR) doua comportamente:
· In modul “one step ahead prediction” in care valoarea prezisa are o intarziere de aproximativ o unitate de tip fata de valoarea dorita (“lag”), insa ordinul de marime este acelasi.
· In modul “2-step ahead prediction” in care pentru a elimina lag-ul se face o predictie cu doi pasi inainte. In acest mod iesirea sistemului cu auto-regresie (AR) are un grad inalt de corelatie cu marimea de iesire, insa ca ordin de marime apare “overshoot” sau “undershoot”.

Propun ca pentru problema predictiei sa incercam sa pastram gradul de corelatie al modului de lucru “2-step ahead” al iesirii cu marimea prezisa, si sa reducem “overshoot”-ul, pentru a avea acelasi ordin de marime ca si marimea dorita (beneficiul modului “one step ahead prediction”). 
Pentru aceasta, la iesirea unei retele neurale cu predictie se va aplica prin sumare o corectie a erorii, corectie provenita de la o alta retea neurala special proiectata in acest sens. 
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Modelul de retea neuronala (modelul de baza) + retea neurala pentru corectia erorii la predictie

In procedurile de antrenare a centrilor in sistemul cu invatare supervizata se vor folosi tehnici hibride de calcul, utilizand combinatii de tehnici de programare genetica, particle swarm optimization si metode de tip gradient.
Seturile de date supuse experimentelor vor cuprinde:  seturi de imagini CT/RM, semnale vocale, nivele de congestie a traficului rutier, cursul valutar.

Pentru aplicatiile de tip predictie a semnalelor, se va studia daca semnalele respective au un spectru cvasi-stationar. Daca da, atunci se va incerca predictia componentelor spectrale si reconstructia semnalului prezis din aceste componente. Acuratetea predictiei se va compara cu acuratetea predictiei directe a semnalelor, fara a mai tine cont de natura spectrului. 

Pentru fiecare din aplicatii, performanta clasificatorului/regresorului hibrid va fi comparata cu cateva din modelele de predictori/regresori dedicate :
· Retele feedforward antrenate cu Backpropagation

· Retele RBF

· Retele de tip “Counter-propagation”
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